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O Deep Learning tem sido uma revolução tecnológica nos últimos anos. Esta vertente 
da Inteligência Artificial foca no treinamento de Redes Neurais Profundas para 
aprender representações hierárquicas de dados. Além disso, possui um amplo leque de 
aplicações, sendo um exemplo o mundo das finanças. Dessa forma, os especialistas 
conseguem detetar fraudes, analisar riscos e até mesmo prever preços de ações. 
Não é surpreendente, portanto, que cada vez mais pessoas decidam se especializar 
nesta área. Para atender a essa demanda, a TECH desenvolve uma qualificação que 
abordará em detalhes as particularidades do Aprendizado Profundo. Tudo em formato 
100% online, para oferecer mais comodidade aos estudantes.
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Aplicará em seus projetos as técnicas mais 
inovadoras do Aprendizado Profundo graças 
a este Mestrado Próprio 100% online”

Apresentação | 05



O TensorFlow se tornou a ferramenta mais importante para implementar e treinar 
modelos de Aprendizado Profundo. Os desenvolvedores utilizam tanto sua variedade 
de ferramentas quanto bibliotecas para treinar modelos que realizam tarefas 
automáticas de detecção de objetos, classificação e processamento de linguagem 
natural. Neste mesmo sentido, essa plataforma é útil para detetar anomalias nos 
dados, o que é essencial em áreas como segurança cibernética, manutenção preditiva 
e controle de qualidade. No entanto, seu uso pode envolver uma série de desafios para 
os profissionais, entre eles a seleção da arquitetura de rede neural adequada.

Diante dessa situação, a TECH implementa um Mestrado Próprio que fornecerá aos 
especialistas uma visão integral sobre o Deep Learning. Elaborado por especialistas 
na área, o plano de estudos abordará os fundamentos matemáticos e princípios 
do Aprendizado Profundo. Isso permitirá que os alunos construam Redes Neurais 
voltadas para o processamento de informações, que envolvem reconhecimento de 
padrões, tomada de decisões e aprendizado a partir de dados. Além disso, o conteúdo 
do curso abordará o Reinforcement Learning considerando fatores como a otimização 
de recompensas e a busca por políticas. Por outro lado, os materiais didáticos 
oferecerão técnicas avançadas de otimização e visualização de resultados.

Quanto ao formato da certificação, ela é oferecida por meio de uma metodologia 
100% online, permitindo que os estudantes completem o programa com conforto. 
Para acessar o conteúdo acadêmico, basta ter um dispositivo eletrônico com 
acesso à Internet, pois os horários e cronogramas de avaliações são planejados 
individualmente. Além disso, o conteúdo se apoiará no inovador sistema de ensino 
Relearning, no qual a TECH é pioneira. Esse sistema de aprendizagem consiste na 
repetição dos aspetos-chave para garantir o domínio completo dos diferentes tópicos.

Este Mestrado Próprio em Deep Learning conta com o conteúdo educacional mais 
completo e atualizado do mercado. As suas principais características são: 

 � O desenvolvimento de estudos de casos apresentados por especialistas 
em Data Engineer e Data Scientist

 � O conteúdo gráfico, esquemático e eminentemente prático com o qual está 
concebido fornece informações técnicas e práticas sobre as disciplinas que 
são essenciais para a prática profissional

 � Os exercícios práticos onde o processo de autoavaliação pode ser efetuado 
a fim de melhorar a aprendizagem

 � O seu foco especial em metodologias inovadoras

 � As aulas teóricas, perguntas ao especialista, fóruns de discussão sobre 
questões controversas e atividades de reflexão individual

 � A disponibilidade de acesso aos conteúdos a partir de qualquer dispositivo 
fixo ou portátil com conexão à Internet

Estude através de inovadores 
formatos de aprendizagem 
multimédia que optimizarão o 
seu processo de atualização 
em Deep Learning”
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O curso inclui no seu corpo docente, profissionais do setor que trazem a experiência do 
seu trabalho para esta formação, bem como especialistas reconhecidos das principais 
sociedades e universidades de prestígio.

O seu conteúdo multimédia, desenvolvido com a mais recente tecnologia educativa, 
permitirá ao profissional uma aprendizagem situada e contextual, ou seja, um ambiente 
simulado que proporcionará uma formação imersiva programada para treinar-se em 
situações reais.

O design deste curso foca-se na Aprendizagem Baseada em Problemas, através da qual 
o profissional deverá tentar resolver as diferentes situações da atividade profissional 
que surgem ao longo do curso. Para tal, contará com a ajuda de um sistema inovador 
de vídeo interativo desenvolvido por especialistas reconhecidos.

Graças à metodologia de Relearning, 
terá liberdade para planejar tanto 

seus horários de estudo quanto os 
cronogramas educacionais.

Aprofundará os Backward Pass para 
calcular os gradientes da função de 
perda em relação aos parâmetros 
da rede.Pretende enriquecer a sua prática com 

técnicas de otimização de gradientes 
mais avançadas? Consiga-o com este 
curso em somente 12 meses”
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Objetivos
02

Com este Mestrado Próprio, os alunos desenvolverão suas habilidades e conhecimentos 
no campo do Aprendizado Profundo e Inteligência Artificial. Dessa forma, implementarão 
as técnicas mais avançadas de Deep Learning em seus projetos para melhorar o 
desempenho dos modelos em tarefas específicas. Além disso, os especialistas serão 
capazes de desenvolver sistemas inteligentes que realizem automaticamente tarefas 
como o reconhecimento de padrões em imagens, análise de sentimentos em textos ou 
detecção de anomalias nos dados.



Um curso projetado com base nas últimas 
tendências em Deep Learning, garantindo 
um aprendizado bem-sucedido”
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Objetivos gerais

 � Fundamentar os conceitos chave das funções matemáticas e das suas derivadas

 � Aplicar estes princípios aos algoritmos de aprendizagem profunda 
para aprender automaticamente

 � Examinar os conceitos chave do Aprendizagem Supervisionada e como se aplicam 
aos modelos de redes neuronais

 � Analisar o treino, a avaliação e a análise dos modelos de redes neuronais

 � Fundamentar os conceitos chave e as principais aplicações da aprendizagem profunda

 � Implementar e otimizar redes neuronais com o Keras

 � Desenvolver conhecimento especializado sobre o treino de redes neuronais profundas

 � Analisar os mecanismos de otimização e regularização necessários para o treino 
de redes profundas
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Módulo 1. Fundamentos Matemáticos de Deep Learning
 � Desenvolver a regra da cadeia para calcular derivadas de funções aninhadas

 � Analisar como se criam novas funções a partir de funções existentes e como 
se calculam as derivadas das mesmas

 � Examinar o conceito do Backward Pass e como se aplicam as derivadas das funções 
vetoriais para aprender automaticamente

 � Aprender sobre como usar o TensorFlow para construir modelos personalizados

 � Compreender como carregar e processar dados utilizando ferramentas do TensorFlow

 � Fundamentar os conceitos chave do processamento de linguagem natural NLP 
com RNN e mecanismos de atenção

 � Explorar a funcionalidade das bibliotecas de transformers da Hugging Face e outras 
ferramentas de processamento de linguagem natural para aplicar a problemas de visão

 � Aprender a construir e treinar modelos de autoencoders, GANs e modelos de difusão

 � Compreender como os autoencoders podem ser utilizados para codificar dados 
de forma eficiente

Módulo 2. Princípios de Deep Learning
 � Analisar o funcionamento da regressão linear e como pode ser aplicada aos modelos 
de redes neuronais

 � Fundamentar a otimização dos hiperparâmetros para melhorar o desempenho dos 
modelos de redes neuronais

 � Determinar como se pode avaliar o desempenho dos modelos de redes neuronais 
através do uso do conjunto de treino e do conjunto de teste

Objetivos específicos

Módulo 3. As redes neuronais, a base do Deep Learning
 � Analisar a arquitetura das redes neuronais e os seus princípios de funcionamento

 � Determinar como podem ser aplicadas as redes neuronais a uma variedade de problemas

 � Estabelecer como otimizar o desempenho dos modelos de aprendizagem profunda 
através do ajuste dos hiperparâmetros

Módulo 4. Treino de Redes Neuronais profundas
 � Analisar os problemas de gradiente e como se podem evitar

 � Determinar como reutilizar camadas pré-treinadas para treinar redes neuronais profundas

 � Estabelecer como programar a taxa de aprendizagem para obter os melhores resultados

Módulo 5. Personalização de Modelos e Treino com TensorFlow
 � Determinar como usar a API do TensorFlow para definir funções e gráficos personalizados

 � Fundamentar o uso da API tf.data para carregar e pré-processar os dados 
de forma eficiente

 � Discutir o projeto TensorFlow Datasets e como se pode usar para facilitar 
o acesso a conjuntos de dados pré-processados

Módulo 6. Deep Computer Vision com Redes Neuronais Convolucionais
 � Explorar e entender como funcionam as camadas convolucionais e de agrupamento 
para a arquitetura do Córtex Visual

 � Desenvolver arquiteturas CNN com Keras

 � Usar modelos pré-treinados de Keras para classificação, localização, deteção 
e acompanhamento de objetos, assim como para segmentação semântica
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Módulo 7. Sequências de processamento utilizando RNN e CNN
 � Analisar a arquitetura das neurônios e camadas recorrentes

 � Examinar os diversos algoritmos de treino para o treinamento de modelos RNN

 � Avaliar o desempenho dos modelos RNN utilizando métricas de exatidão e sensibilidade

Módulo 8. Processamento da Linguagem Natural PLN com RNN e Atenção
 � Gerar texto utilizando redes neuronais recorrentes

 � Treinar uma rede codificador-decodificador para realizar tradução automática neuronal

 � Desenvolver uma aplicação prática de processamento de linguagem natural com RNN 
e atenção

Módulo 9. Autoencoders, GANs e Modelos de Difusão
 � Implementar técnicas de PCA com um codificador automático linear incompleto

 � Utilizar autoencoders convolucionais e variacionais para melhorar os resultados 
dos autoencoders

 � Analisar como as GANs e os modelos de difusão podem gerar imagens novas 
e realistas

Módulo 10. Reinforcement Learning
 � Utilizar gradientes para otimizar a política de um agente

 � Avaliar o uso de redes neuronais para melhorar a precisão de um agente 
ao tomar decisões

 � Implementar diferentes algoritmos de reforço para melhorar o desempenho 
de um agente
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Uma experiência de formação chave, 
única e decisiva que irá impulsionar o 
seu desenvolvimento profissional”
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Competências
03

Por meio do Mestrado Próprio, os alunos adquirirão novas habilidades para 
enfrentar com sucesso os desafios apresentados pela Inteligência Artificial. Após a 
conclusão do curso, os profissionais dominarão o uso das ferramentas TensorFlow 
para manipulação de dados. Além disso, os especialistas aproveitarão ao máximo 
o treinamento de Redes Neurais Profundas para resolver problemas complexos e 
criar modelos precisos. Dessa forma, implementarão propostas inovadoras para se 
destacar em um setor tecnológico em constante crescimento.



Adquirirá habilidades avançadas 
para aplicar em seus projetos a 
arquitetura Visual Cortex”
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 � Implementar arquitetura do Córtex Visual

 � Utilizar modelos pré-treinados de Keras para o aprendizado por transferência e outras 
tarefas de visão computacional

 � Dominar a Rede Neuronal Recorrente (RNN)

 � Treinar e avaliar um modelo RNN para a previsão de séries temporais

 � Melhorar a capacidade de um agente para tomar decisões ótimas em um ambiente

 � Aumentar a eficiência de um agente ao aprender com recompensas

Competências gerais

Utilizará a ferramenta TensorFlow para 
manipular dados e criar modelos de 
aprendizagem automática de alto nível”
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Competências específicas

 � Resolver problemas com dados, o que implica melhorar processos existentes e 
desenvolver novos processos através do uso de ferramentas tecnológicas adequadas

 � Implementar projetos e tarefas baseadas em dados

 � Utilizar métricas como a precisão, a exatidão e o erro de classificação

 � Otimizar os parâmetros de uma rede neuronal

 � Construir modelos personalizados utilizando a API do TensorFlow

 � Implementar com Keras tarefas como a classificação, a localização, a deteção 
e o acompanhamento de objetos, assim como a segmentação semântica

 � Gerar imagens novas e realistas

 � Implementar Deep Q-Learning e variantes do Deep Q-Learning

 � Utilizar técnicas de otimização para o treino

 � Treinar com sucesso redes neuronais profundas
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Direção do curso
04

Para oferecer a máxima qualidade educacional, a TECH realizou um processo rigoroso 
de seleção de cada um dos docentes que integram suas qualificações universitárias. 
Por isso, os alunos que ingressarem neste Mestrado Próprio terão acesso a um plano 
de estudos desenvolvido pelos melhores especialistas na área de Deep Learning. 
Além disso, esses profissionais não se destacam apenas por possuírem uma sólida 
compreensão da matéria, mas também por acumular uma vasta trajetória profissional 
em instituições renomadas. Tudo isso proporcionará aos estudantes uma experiência 
imersiva que os permitirá dar um grande salto em suas carreiras profissionais.



A diversidade de talentos do corpo 
docente permitirá que desfrute de 
um ambiente de ensino totalmente 
dinâmico e enriquecedor”
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Direção

Sr. Gil Contreras, Armando
 � Lead Big Data Scientist-Big Data em Jhonson Controls

 � Data Scientist-Big Data em Opensistemas S.A

 � Auditor de Fundos em Criatividade e Tecnologia S.A. CYTSA)

 � Auditor do Setor Público na PricewaterhouseCoopers Auditores

 � Mestrado em Data Science pelo Centro Universitário de Tecnologia e Arte

 � Mestrado MBA em Relações e Negócios Internacionais pelo Centro de Estudos Financeiros (CEF)

 � Licenciatura em Economia pelo Instituto Tecnológico de Santo Domingo

Professores
Sra. Delgado Feliz, Benedit

 � Assistente Administrativa e Operadora de Vigilância Eletrônica na Direção Nacional 
de Controle de Drogas(DNCD)

 � Servicio ao Cliente em Cáceres e Equipos

 � Reclamações e Serviço ao Cliente na Express Parcel Services (EPS)

 � Especialista em Microsoft Office pela Escola Nacional de Informática

 � Comunicadora Social pela Universidade Católica Santo Domingo

Sr. Villar Valor, Javier
 � Diretor e Sócio Fundador da Impulsa2

 � Chief Operations Officer (COO) na Summa Insurance Brokers

 � Diretor de Transformação e Excelência Operacional na Johnson Controls

 � Mestrado em Coaching Profissional

 � Executive MBA pela Emlyon Business School, França

 � Mestrado em Gestão da Qualidade pela EOI

 � Engenharia Informática pela Universidade Ação Pro-Educação e Cultura (UNAPEC)
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Sr. Matos Rodríguez, Dionis
 � Data Engineer em Wide Agency Sadexo

 � Data Consultant em Tokiota

 � Data Engineer em Devoteam

 � BI Developer em Ibermática

 � Applications Engineer em Johnson Controls

 � Database Developer em Suncapital España

 � Senior Web Developer em Deadlock Solutions

 � QA Analyst em Metaconxept

 � Mestrado em Big Data& Analytics pela EAE Business School

 � Mestrado em Análise e Design de Sistemas

 � Licenciatura em Engenharia Informática pela Universidades APEC

Sra. Gil de León, María
 � Codiretora de Marketing e secretária na RAÍZ Magazine

 � Editora de Cópia na Gauge Magazine

 � Leitora da Stork Magazine pelo Emerson College

 � Licenciatura em Escrita, Literatura e Publicação concedida pelo Emerson College
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Estrutura e conteúdo
05

Este Mestrado Próprio oferecerá aos alunos uma ampla gama de técnicas de 
Deep Learning, que elevarão seus horizontes profissionais a um nível superior. 
Para alcançar esse objetivo, o itinerário acadêmico se aprofundará na codificação 
de modelos de aprendizado profundo. Dessa forma, os alunos traduzirão com 
eficácia os algoritmos e as arquiteturas de redes neurais profundas. Além disso, o 
conteúdo abordará em detalhes o treinamento de redes neurais profundas, assim 
como a visualização de resultados e a avaliação de modelos de aprendizado. Os 
estudantes também analisarão os principais Modelos Transformers, com o objetivo 
de manipulá-los para gerar traduções automáticas.



Aplicará em seus projetos os princípios do 
Deep Learning para resolver uma variedade 
de problemas complexos, em campos 
como o reconhecimento de imagens”
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Módulo 1. Fundamentos Matemáticos de Deep Learning
1.1. Funções e Derivadas

1.1.1. Funções lineares
1.1.2. Derivadas parciais
1.1.3. Derivadas de ordem superior

1.2. Funções aninhadas
1.2.1. Funções compostas
1.2.2. Funções inversas
1.2.3. Funções recursivas

1.3. A regra da cadeia
1.3.1. Derivadas de funções aninhadas
1.3.2. Derivadas de funções compostas
1.3.3. Derivadas de funções inversas

1.4. Funções com múltiplas entradas
1.4.1. Funções de várias variáveis
1.4.2. Funções vetoriais
1.4.3. Funções matriciais

1.5. Derivadas de funções com entradas múltiplas
1.5.1. Derivadas parciais
1.5.2. Derivadas direcionais
1.5.3. Derivadas mistas

1.6. Funções com múltiplas entradas vetoriais
1.6.1. Funções vetoriais lineares
1.6.2. Funções vetoriais não lineares
1.6.3. Funções vetoriais de matriz

1.7. Criação de novas funções a partir de funções existentes
1.7.1. Soma de funções
1.7.2. Produto de funções
1.7.3. Composição de funções
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1.8. Derivadas de funções com múltiplas entradas vetoriais
1.8.1. Derivadas de funções lineares
1.8.2. Derivadas de funções não lineares
1.8.3. Derivadas de funções compostas

1.9. Funções vetoriais e suas derivadas: Um passo além
1.9.1. Derivadas direcionais
1.9.2. Derivadas mistas
1.9.3. Derivadas matriciais

1.10. O Backward Pass
1.10.1. Propagação de erros
1.10.2. Aplicação de regras de atualização
1.10.3. Otimização de parâmetros

Módulo 2. Princípios de Deep Learning
2.1. O Aprendizado Supervisado

2.1.1. Máquinas de aprendizado supervisado
2.1.2. Usos do aprendizado supervisado
2.1.3. Diferenças entre aprendizado supervisado e não supervisado

2.2. Modelos de aprendizado supervisado
2.2.1. Modelos lineares
2.2.2. Modelos de árvores de decisão
2.2.3. Modelos de redes neuronais

2.3. Regressão linear
2.3.1. Regressão linear simples
2.3.2. Regressão linear múltipla
2.3.3. Análise de regressão

2.4. Treino do modelo
2.4.1. Batch Learning
2.4.2. Online Learning
2.4.3. Métodos de Otimização

2.5. Avaliação do modelo: Conjunto de treino versus conjunto de teste
2.5.1. Métricas de avaliação
2.5.2. Validação cruzada
2.5.3. Comparação de conjuntos de dados

2.6. Avaliação do modelo: O código
2.6.1. Geração de previsões
2.6.2. Análise de erros
2.6.3. Métricas de avaliação

2.7. Análise das variáveis
2.7.1. Identificação de variáveis relevantes
2.7.2. Análise de correlação
2.7.3. Análise de regressão

2.8. Explicabilidade dos modelos de redes neuronais
2.8.1. Modelos interpretáveis
2.8.2. Métodos de visualização
2.8.3. Métodos de avaliação

2.9. Otimização
2.9.1. Métodos de otimização
2.9.2. Técnicas de regularização
2.9.3. A utilização de gráficos

2.10. Hiperparâmetros
2.10.1. Seleção de hiperparâmetros
2.10.2. Pesquisa de parâmetros
2.10.3. Ajuste de hiperparâmetros

Módulo 3. As redes neuronais, a base da Deep Learning
3.1. Aprendizagem Profunda

3.1.1. Tipos de aprendizagem profunda
3.1.2. Aplicações da aprendizagem profunda
3.1.3. Vantagens e desvantagens da aprendizagem profunda

3.2. Operações
3.2.1. Adição
3.2.2. Produto
3.2.3. Transferência

3.3. Camadas
3.3.1. Camada de entrada
3.3.2. Camada oculta
3.3.3. Camada de saída
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3.4. Ligação de Camadas e Operações
3.4.1. Design de arquiteturas
3.4.2. Conexão entre camadas
3.4.3. Propagação para a frente

3.5. Construção da primeira rede neuronal
3.5.1. Design da rede
3.5.2. Estabelecer os pesos
3.5.3. Treino da rede

3.6. Treinador e Otimizador
3.6.1. Seleção do otimizador
3.6.2. Estabelecimento de uma função de perda
3.6.3. Estabelecimento de uma métrica

3.7. Aplicação dos Princípios das Redes Neuronais
3.7.1. Funções de ativação
3.7.2. Propagação para trás
3.7.3. Ajuste dos parâmetros

3.8. Dos neurónios biológicos aos neurónios artificiais
3.8.1. Funcionamento de um neurónio biológico
3.8.2. Transferência de conhecimentos para os neurónios artificiais
3.8.3. Estabelecer de relações entre os dois

3.9. Implementação do MLP (Perceptron Multicamadas) com o Keras
3.9.1. Definição da estrutura da rede
3.9.2. Compilação do modelo
3.9.3. Treino do modelo

3.10. Hiperparâmetros de Fine tuning de Redes Neuronais
3.10.1. Seleção da função de ativação
3.10.2. Estabelecer o learning rate
3.10.3. Ajuste dos pesos

Módulo 4. Treino de redes neuronais profundas
4.1. Problemas de Gradientes

4.1.1. Técnicas de otimização de gradiente
4.1.2. Gradientes Estocásticos
4.1.3. Técnicas de inicialização de pesos

4.2. Reutilização de camadas pré-treinadas
4.2.1. Treino de transferência de aprendizagem
4.2.2. Extração de caraterísticas
4.2.3. Aprendizagem profunda

4.3. Otimizadores
4.3.1. Otimizadores estocásticos de gradiente descendente
4.3.2. Otimizadores Adam e RMSprop
4.3.3. Otimizadores de momento

4.4. Programação da taxa de aprendizagem
4.4.1. Controlo de taxa sobre aprendizagem automática
4.4.2. Ciclos de aprendizagem
4.4.3. Termos de suavização

4.5. Sobreajuste
4.5.1. Validação cruzada
4.5.2. Regularização
4.5.3. Métricas de avaliação

4.6. Orientações práticas
4.6.1. Design do modelo
4.6.2. Seleção de métricas e parâmetros de avaliação
4.6.3. Teste de hipóteses

4.7. Transfer learning
4.7.1. Treino de transferência de aprendizagem
4.7.2. Extração de caraterísticas
4.7.3. Aprendizagem profunda

4.8. Data Augmentation
4.8.1. Transformações de imagem
4.8.2. Geração de dados sintéticos
4.8.3. Transformação de texto
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4.9. Aplicação Prática de Transfer Learning
4.9.1. Treino de transferência de aprendizagem
4.9.2. Extração de caraterísticas
4.9.3. Aprendizagem profunda

4.10. Regularização
4.10.1. L1 e L2
4.10.2. Regularização por entropia máxima
4.10.3. Dropout

Módulo 5. Personalização de modelos e treino com TensorFlow
5.1. TensorFlow

5.1.1. Uso da biblioteca TensorFlow
5.1.2. Treino de modelos com o TensorFlow
5.1.3. Operações de gráfico no TensorFlow

5.2. TensorFlow e NumPy
5.2.1. Ambiente computacional NumPy para TensorFlow
5.2.2. Utilização das arrays NumPy com TensorFlow
5.2.3. Operações NumPy para o TensorFlow gráficos do TensorFlow
5.3. Personalização de modelos e algoritmos de treino
5.3.1. Construir modelos personalizados com o TensorFlow
5.3.2. Gestão dos parâmetros de treino
5.3.3. Utilização de técnicas de otimização para o treino

5.4. Funções e gráficos do TensorFlow
5.4.1. Funções com o TensorFlow
5.4.2. Utilização de gráficos para treino de modelos
5.4.3. Otimização de gráficos com operações do TensorFlow

5.5. Carregamento e préprocessamento de dados com TensorFlow
5.5.1. Carga de conjuntos de dados com o TensorFlow
5.5.2. Préprocessamento de dados com o TensorFlow
5.5.3. Utilizar de ferramentas do TensorFlow para a manipulação de dados

5.6. A API tf.data
5.6.1. Utilização da API tf.data para o processamento de dados
5.6.2. Construção de fluxo de dados com tf.data
5.6.3. Utilização da API tf.data para o treino de modelos
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5.7. O formato TFRecord
5.7.1. Utilização da API TFRecord para a serialização de dados
5.7.2. Carregar arquivos TFRecord com TensorFlow
5.7.3. Utilização de arquivos TFRecord para o treino de modelos

5.8. Camadas de pré-processamento do Keras
5.8.1. Utilização da API de pré-processamento do Keras
5.8.2. Construção de pipelined de pré-processamento com o Keras
5.8.3. Utilização da API de pré-processamento do Keras para o treino de modelos

5.9. O projeto TensorFlow Datasets
5.9.1. Usando conjuntos de dados do TensorFlow para carregamento de dados
5.9.2. Pré-processamento de dados com conjuntos de dados TensorFlow
5.9.3. Utilização de TensorFlow Datasets para o treino de modelos

5.10. Construção de uma Aplicação de Deep Learning com TensorFlow. Aplicação Prática
5.10.1. Construção de uma aplicação de Deep Learning com TensorFlow
5.10.2. Treinar um modelo com TensorFlow
5.10.3. Utilizar a aplicação para previsão de resultados

Módulo 6. Deep Computer Vision com Redes Neuronais Convolucionais
6.1. A Arquitetura Visual Cortex

6.1.1. Funções do córtex visual
6.1.2. Teoria da visão computacional
6.1.3. Modelos de processamento de imagens

6.2. Camadas convolucionais
6.2.1. Reutilização de pesos na convolução
6.2.2. Convolução 2D
6.2.3. Funções de ativação

6.3. Camadas de agrupamento e implementação de camadas de agrupamento
6.3.1. Pooling e Striding
6.3.2. Flattening
6.3.3. Tipos de Pooling

6.4. Arquitetura CNN
6.4.1. Arquitetura VGG
6.4.2. Arquitetura AlexNet
6.4.3. Arquitetura ResNet

6.5. Implementação de uma CNN ResNet -34 utilizando Keras
6.5.1. Inicialização de pesos
6.5.2. Definição da camada de entrada
6.5.3. Definição da saída

6.6. Utilização de modelos pré-treinados do Keras
6.6.1. Caraterísticas dos modelos pré-treinados
6.6.2. Usos dos modelos pré-treinados
6.6.3. Vantagens dos modelos pré-treinados

6.7. Modelos pré-treinados para a aprendizagem por transferência
6.7.1. A Aprendizagem por transferência
6.7.2. Processo de aprendizagem por transferência
6.7.3. Vantagens do aprendizagem por transferência

6.8. Classificação e Localização em Deep Computer Vision
6.8.1. Classificação de imagens
6.8.2. Localização de objetos em imagens
6.8.3. Detenção de objetos

6.9. Deteção e seguimento de objetos
6.9.1. Métodos de deteção de objetos
6.9.2. Algoritmos de seguimento de objetos
6.9.3. Técnicas de seguimento e localização

6.10. Segmentação semântica
6.10.1. Aprendizagem profunda para a segmentação semântica
6.10.2. Deteção de bordas
6.10.3. Métodos de segmentação baseado sem regras
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Módulo 7. Sequências de Processamento utilizando RNN (Redes Neuronais 
Recurrentes) e CNN (Redes Neuronais Convolucionais)
7.1. Neurônios e camadas recorrentes

7.1.1. Tipos de neurônios recorrentes
7.1.2. Arquitetura de uma camada recorrente
7.1.3. Aplicações das camadas recorrentes

7.2. Treinamento de Redes Neuronais Recorrentes (RNN)
7.2.1. Backpropagation através do tempo (BPTT)
7.2.2. Gradiente descendente estocástico
7.2.3. Regularização no treinamento de RNN

7.3. Avaliação de modelos RNN
7.3.1. Métricas de avaliação
7.3.2. Validação cruzada
7.3.3. Ajuste de hiperparâmetros

7.4. RNN pré-treinadas
7.4.1. Redes pré-treinadas
7.4.2. Transferência de aprendizado
7.4.3. Ajuste fino

7.5. Previsão de uma série temporal
7.5.1. Modelos estatísticos para previsões
7.5.2. Modelos de séries temporais
7.5.3. Modelos baseados em redes neuronais

7.6. Interpretação dos resultados da análise de séries temporais
7.6.1. Análises de componentes principais
7.6.2. Análise de clusters
7.6.3. Análise de correlações

7.7. Gerenciamento de sequências longas
7.7.1. Long Short-Term Memory (LSTM)
7.7.2. Gated Recurrent Units (GRU)
7.7.3. Convolucionais 1D

7.8. Aprendizado de sequência parcial
7.8.1. Métodos de aprendizado profundo
7.8.2. Modelos generativos
7.8.3. Aprendizado por reforço

7.9. Aplicação Prática de RNN e CNN
7.9.1. Processamento de linguagem natural
7.9.2. Reconhecimento de padrões
7.9.3. Visão computacional

7.10. Diferenças nos resultados clássicos
7.10.1. Métodos clássicos vs RNN
7.10.2. Métodos clássicos vs CNN
7.10.3. Diferença no tempo de treinamento

Módulo 8. Processamento de linguagem natural (PLN) com Redes Neurais 
Recorrentes (RNN) e Atenção
8.1. Geração de texto utilizando RNN

8.1.1. Treino de uma RNN para geração de texto
8.1.2. Geração de linguagem natural com RNN
8.1.3. Aplicações de geração de texto com RNN

8.2. Criação de conjuntos de dados de treino
8.2.1. Preparação dos dados para o treino de uma RNN
8.2.2. Armazenamento do conjunto de dados de treino
8.2.3. Limpeza e transformação dos dados

8.3. Análise de Sentimento
8.3.1. Classificação da opiniões com RNN
8.3.2. Deteção de temas nos comentários
8.3.3. Análise de sentimento com algoritmos de aprendizagem profunda

8.4. Rede codificadora-descodificadora para a tradução automática neural
8.4.1. Treino de uma RNN para a tradução automática
8.4.2. Utilização de uma rede encoder-decoder para a tradução automática
8.4.3. Melhoria da precisão da tradução automática com RNNs

8.5. Mecanismos de atenção
8.5.1. Implementação de mecanismos de atenção em RNN
8.5.2. Utilização de mecanismos de atenção para melhorar a precisão dos modelos
8.5.3. Vantagens dos mecanismos de atenção nas redes neuronais
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8.6. Modelos Transformers
8.6.1. Uso de modelos Transformers no processamento de linguagem natural
8.6.2. Aplicação de modelos Transformers na visão
8.6.3. Vantagens dos modelos Transformers

8.7. Transformers para a visão
8.7.1. Utilização de modelos Transformers para a visão
8.7.2. Pré-processamento de dados de imagem
8.7.3. Treino de um modelo Transformer para a visão

8.8. Biblioteca de Transformers de Hugging Face
8.8.1. Utilização da biblioteca Transformers de Hugging Face
8.8.2. Aplicação da biblioteca de Transformers de Hugging Face
8.8.3. Vantagens da biblioteca Transformers de Hugging Face

8.9. Outras Bibliotecas de Transformers. Comparação
8.9.1. Comparação entre as diferentes bibliotecas de Transformers
8.9.2. Uso das outras bibliotecas de Transformers
8.9.3. Vantagens das outras bibliotecas de Transformers

8.10. Desenvolvimento de uma aplicação de PLN com RNN e Atenção. Aplicação Prática
8.10.1. Desenvolvimento de uma aplicação de processamento de linguagem natural com 

RNN e atenção
8.10.2. Utilização de RNN, mecanismos de atenção e modelos Transformers na aplicação
8.10.3. Avaliação da aplicação prática

Módulo 9. Autoencoders, GANs e Modelos de Difusão
9.1. Representação de dados eficientes

9.1.1. Redução da dimensionalidade
9.1.2. Aprendizagem profunda
9.1.3. Representações compatas

9.2. Realização da PCA com um codificador automático linear incompleto
9.2.1. Processo de treino
9.2.2. Implementação em Python
9.2.3. Utilização de dados de teste

9.3. Codificadores automáticos empilhados
9.3.1. Redes neuronais profundas
9.3.2. Construção de arquiteturas de codificação
9.3.3. Utilização da regularização

9.4. Autoencodificadores convolucionais
9.4.1. Design do modelo convolucionais
9.4.2. Treino do modelo convolucionais
9.4.3. Avaliação dos resultados

9.5. Redução do ruído dos codificadores automáticos
9.5.1. Aplicação de filtros
9.5.2. Design de modelos de codificação
9.5.3. Utilização de técnicas de regularização

9.6. Codificadores automáticos dispersos
9.6.1. Aumento da eficiência da codificação
9.6.2. Minimizar o número de parâmetros
9.6.3. Utilização de técnicas de regularização

9.7. Codificadores automáticos variacionais
9.7.1. Utilização da otimização variacional
9.7.2. Aprendizagem profunda não supervisionada
9.7.3. Representações latentes profundas

9.8. Geração de imagens MNIST de moda
9.8.1. Reconhecimento de padrões
9.8.2. Geração de imagens
9.8.3. Treino de redes neuronais profundas

9.9. Redes generativas antagónicas e modelos de difusão
9.9.1. Geração de conteúdos a partir de imagens
9.9.2. Modelação de distribuições de dados
9.9.3. Utilização de redes contraditórias

9.10. Implementação dos Modelos. Aplicação Prática
9.10.1. Implementação dos modelos
9.10.2. Utilização de dados reais
9.10.3. Avaliação dos resultados
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10.9. Algoritmos de Reinforment Learning
10.9.1. Algoritmos de aprendizado por reforço
10.9.2. Algoritmos de aprendizado por recompensa
10.9.3. Algoritmos de aprendizado por castigo

10.10. Desenho de um ambiente de aprendizado por Reforço. Aplicação Prática
10.10.1. Desenho de um ambiente de aprendizado por reforço
10.10.2. Implementação de um algoritmo de aprendizado por reforço
10.10.3. Avaliação de um algoritmo de aprendizado por reforço

Módulo 10. Reinforcement Learning
10.1. Otimização das recompensas e a busca de políticas

10.1.1. Algoritmos de otimização de recompensas
10.1.2. Processos de busca de políticas
10.1.3. Aprendizado por reforço para otimizar as recompensas

10.2. OpenAI
10.2.1. Ambiente OpenAI Gym
10.2.2. Criação de ambientes OpenAI
10.2.3. Algoritmos de aprendizado por reforço no OpenAI

10.3. Políticas de redes neuronais
10.3.1. Redes neuronais convolucionais para a busca de políticas
10.3.2. Políticas de aprendizado profundo
10.3.3. Ampliação de políticas de redes neuronais

10.4. Avaliação de ações: o problema da atribuição de créditos
10.4.1. Análise de risco para a atribuição de créditos
10.4.2. Estimativa de rentabilidade de empréstimos
10.4.3. Modelos de avaliação de créditos baseados em redes neuronais

10.5. Gradientes de Política
10.5.1. Aprendizado por reforço com gradientes de política
10.5.2. Otimização de gradientes de política
10.5.3. Algoritmos de gradientes de política

10.6. Processos de decisão de Markov
10.6.1. Otimização de processos de decisão de Markov
10.6.2. Aprendizado por reforço para processos de decisão de Markov
10.6.3. Modelos de processos de decisão de Markov

10.7. Aprendizado de diferenças temporais e Q-Learning
10.7.1. Aplicação de diferenças temporais no aprendizado
10.7.2. Aplicação de Q-Learning no aprendizado
10.7.3. Otimização de parâmetros de Q-Learning

10.8. Implementação de Deep Q-Learning e variantes de Deep Q-Learning
10.8.1. Construção de redes neuronais profundas para Deep Q-Learning
10.8.2. Implementação de Deep Q-Learning
10.8.3. Variações de Deep Q-Learning

Estude no conforto da sua casa e 
atualize os seus conhecimentos 
online com a TECH, a maior 
Universidade Digital do mundo”
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Certificação
07

O Mestrado Próprio em Deep Learning garante, além da formação mais 
rigorosa e atualizada, o acesso a um certificado de Mestrado Próprio 
emitido pela TECH Universidade Tecnológica.



Conclua este programa de estudos 
com sucesso e receba seu certificado 
sem sair de casa e sem burocracias”
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*Apostila de Haia: Caso o aluno solicite que o seu certificado seja apostilado, a TECH EDUCATION providenciará a obtenção do mesmo a um custo adicional.

Este Mestrado Próprio em Deep Learning conta com o conteúdo educacional mais 
completo e atualizado do mercado.

Uma vez aprovadas as avaliações, o aluno receberá por correio, com aviso de 
receção, o certificado* correspondente ao título de Mestrado Próprio emitido pela 
TECH Universidade Tecnológica. 

O certificado emitido pela TECH Universidade Tecnológica expressará a qualificação 
obtida no Mestrado Próprio, atendendo aos requisitos normalmente exigidos pelas 
bolsas de emprego, concursos públicos e avaliação de carreiras profissionais. 

Certificação: Mestrado Próprio em Deep Learning

Modalidade: online

Duração: 12 meses
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Mestrado Próprio
Deep Learning

 » Modalidade: online
 » Duração: 12 meses
 » Certificação: TECH Universidade Tecnológica
 » Horário: ao seu próprio ritmo
 » Exames: online



Mestrado Próprio
Deep Learning


